
2 0 1 9 年 5 月 农 业 机 械 学 报 第 50 卷 第 5 期

doi:10. 6041 / j. issn. 1000鄄1298. 2019. 05. 026

基于 FTVGG16 卷积神经网络的鱼类识别方法
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摘要: 针对大多数应用场景中,大多数鱼类呈不规则条状,鱼类目标小,受他物遮挡和光线干扰,且一些基于颜色、
形状、纹理特征的传统鱼类识别方法在提取图像特征方面存在计算复杂、特征提取具有盲目和不确定性,最终导致

识别准确率低、分类效果差等问题,本文在分析已有的 VGG16 卷积神经网络良好的图像特征提取器的基础上,使
用 ImageNet 大规模数据集上预训练的 VGG16 权重作为新模型的初始化权重,通过增加批规范层 ( Batch
normalization, BN)、池化层、Dropout 层、全连接层(Fully connected,FC)、softmax 层,采用带有约束的正则权重项作

为模型的损失函数,并使用 Adam 优化算法对模型的参数进行更新,汲取深度学习中迁移学习理论,构建了

FTVGG16 卷积神经网络(Fine鄄tuning VGG16 convolutional neural network,FTVGG16)。 测试结果表明:FTVGG16 模

型在很大程度上能够克服训练的过拟合,收敛速度明显加快,训练时间明显减少,针对鱼类目标很小、背景干扰很

强的图像,FTVGG16 模型平均准确率为 97郾 66% ,对部分鱼的平均识别准确率达到了 99郾 43% 。
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Abstract: Computer vision technology is widely applied in fish individual identification. Nevertheless,
there are some problems such as small fish targets, occlusion of objects and light interference in videos
and images. Some fish identification methods based on color, shape and texture also exit complicated
calculations in feature extraction, such as non鄄migration of features will result in low recognition accuracy
and poor classification. With the help of analysis of image feature extraction of the existing VGG16
convolutional neural network model, the FTVGG16 convolutional neural network ( Fine鄄tuning VGG16
convolutional neural network) was designed. As it was known, the basic deep learning tool used in this
work was convolutional neural networks. The FTVGG16 convolutional neural network was composed of
convolutional layers, batch normalization layers, pooling layers, Dropout layers, fully connected layers
and softmax layers. The experimental results showed that the average recognition accuracy of the
FTVGG16 model for fish was about 97郾 66% , and the average recognition rate of some fishes could reach
99郾 43% . It had high recognition accuracy and robustness in pictures with small fish targets and strong
background interference. It could be operated through an appropriate, easy鄄to鄄use, and user鄄friendly web
application for the specific case of fish identification.
Key words: fish identification; convolutional neural network; transfer learning; pattern recognition

0摇 引言

鱼类的计算机视觉识别一直是该领域的研究热

点,多年来,许多学者对其进行了深入研究,尤其是

基于颜色、形状、纹理等图像内容的鱼类识别研究较

多,并取得了较大进展。 STRACHAN 等[1] 利用鱼的



形状进行分类。 LARSEN 等[2]使用线性判别分析方

法(Latent dirichlet allocation,LDA)对鱼种形状和纹

理特征进行分类,准确率为 76% 。 HUANG 等[3] 提

出 BGOT(Balance guaranteed optimized tree)算法,对
采集的 10 个鱼种 3 179 幅图像数据进行分类,准确

率为 95% 。 吴一全等[4] 提出基于最小二乘支持向

量机(Least squares support vector machine, LSSVM)
的识别方法,准确率为 95郾 83% 以上。 杜伟东等[5]

提出了基于支持向量机 ( Support vector machine,
SVM)的决策融合鱼类识别方法,准确率在 90% 以

上。

图 1摇 鱼类图像样本

Fig. 1摇 Fish image samples

但是,随着机器视觉技术的发展,数据量剧增,
基于内容的识别方法在特征提取方面存在的计算复

杂、特征不可迁移性[6] 等问题愈发突出。 特别是对

图像中存在目标小、他物遮挡、光线干扰等情况的图

像识别上,存在识别准确率低或运算效率低等问题,
不能满足实际需求。 深度学习[7] 中卷积神经网

络[8,11] (Convolutional neural network, CNN)的出现

已经彻底改变了图像识别[8 - 9]、语音识别[10] 以及大

数据处理在农业中的应用方式。 刘德营等[12] 提出

了一种基于卷积神经网络的白背飞虱自动识别方

法;傅隆生等[13]提出了一种基于 Let Net5[14] 卷积

神经网络的田间多簇猕猴桃果实图像识别深度学习

模型;王璨等[15]提出了一种基于卷积神经网络提取

多尺度分层特征的田间玉米杂草识别方法,为本研

究的开展提供了新思路。
本文在上述研究成果的基础上,通过分析已有

的 VGG16[16]卷积神经网络模型良好的图像特征提

取功能,设计 FTVGG16 卷积神经网络,提高复杂应

用场景鱼类目标的识别精度,为构建可靠、精准、快

速的鱼类识别系统提供理论基础。

1摇 材料与方法

1郾 1摇 图像获取

图像数据来自大自然保护协会提供的远洋捕捞

船上摄像头拍摄的场景[17]。 该协会提供了 3 777 幅

带标注的鱼类图像和 1 000 幅不带标注的鱼类图

像。 部分海鱼类图像示例如图 1 所示,图像包含 8 类

目标,其中 7 类是不同种类的海鱼(目标)和 1 类不

包括鱼类目标的背景,每幅图像只属于某一类别,构
建的 FTVGG16 模型需要识别出每幅图像中包含的

鱼类目标。
1郾 2摇 图像预处理

在深度学习领域,通过对图像进行预处理可以

增强数据样本,进而提高模型性能。 本文图像预处

理主要包括:
(1)图像像素值处理,即将 JPG 格式的图像转

换为 RGB 三通道的矩阵向量存储。 映射图像像素

值从[0,255]到[0,1],这样处理可以使模型在使用

激活函数时,避免神经元进入“死区冶而导致神经元

失活,最终使卷积神经网络获得比较快的收敛速度。
(2)图像空间尺度变换,即将图像进行随机缩

放、平移、旋转、镜像、随机裁剪。
(3)图像均值与方差均衡,即样本归一化。 图

像预处理的结果示例如图 2 所示。 预处理后图像尺

寸为 600 像素 伊 600 像素。
1郾 3摇 试验方法设计

模型训练采用的环境是 Ubuntu 16郾 04LTS 操作

系统、运行内存为 16GB、NVIDIA 1080 Ti 显卡 GPU、
并行 CUDA[18]编程平台,Keras[19] 的深度学习框架
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图 2摇 鱼类图像预处理示例

Fig. 2摇 Illustration of fish image processing
摇

和 Python 3郾 6郾 5 编程语言。 试验方法设计包括模型

训练、测试、对比验证。
(1)模型训练:经过预处理后的图像输入到卷

积神经网络进行训练,保存训练后的模型参数与结

构。 模型训练采用 k 折交叉验证的方式,k 取 5,将
整个数据集的 1 / k 作为测试集,每个模型训练 k 次,
测试 k 次,误差取 k 次的平均值,选择误差最小的模

型。 5 折交叉验证示意图如图 3 所示。 数据集的划

分使用 Python 脚本程序,提供划分数据集的比例,
程序自动切分数据集以及随机打乱样本。 模型每次

训练都会随机地从数据集中划分 80% 的训练集和

20%的验证集。 2 953 幅图像作为训练集,用来训练

模型,741 幅图像作为验证集,用于调优模型参数、
验证模型,1 000 幅不带标注的图像作为测试集,用
来评价模型在未知数据集上的泛化性能,数据集划

分示例如表 1 所示。
(2)模型测试:将测试图像输入到模型,获取输

出分类结果,选取概率最大的目标。 基于 5 折交叉

验证方法,最后的预测结果为 5 次预测结果的平均

值。

522第 5 期摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 陈英义 等: 基于 FTVGG16 卷积神经网络的鱼类识别方法



图 3摇 5 折交叉验证数据集划分

Fig. 3摇 Five cross validation data set split
摇

表 1摇 训练和验证数据集

Tab. 1摇 Summarization training set and validation set

鱼的种类 训练集数目 验证集数目

长鳍金枪鱼 1 375 344
大眼金枪鱼 168 40
海豚鱼 89 23
月光鱼 53 14
鲨鱼 140 36
黄鳍金枪鱼 532 134
带鱼 239 60
背景(负样本) 357 90

摇 摇 (3)对比验证:为验证本模型的识别效果,本文

分别选择 VGG16、 VGG19[16]、 ResNet50[20] 进行对

比。

2摇 FTVGG16卷积神经网络的鱼类个体识别

2郾 1摇 FTVGG16 网络模型的构建

FTVGG16 网络由 5 个卷积块、3 个全连接层、
1 个softmax 层构成。 每个卷积块由卷积层 Conv、批规

范层 ( Batch normalization,BN) [21]、池化层 Pool 组

成,每个卷积块中的卷积层数和卷积核的参数不同。
例如,在第 1 个卷积块中,“Conv1_64 伊 2冶 代表第 1
个卷积层中有 64 个卷积核,“ 伊 2冶代表对上一层的

输出进行两次相同的卷积操作运算,卷积后的输出

进入 BN 层,BN 层的输出进入激活层,激活层的输

出进入最大池化层 Pool,后续卷积块进行相同的操

作。 图像作为卷积神经网络的输入,依次经过卷积

层、批规范层、池化层、全连接层,最后的输出经过分

类的 softmax 层进行概率空间映射,输出每种鱼的置

信度,从而给出分类结果,FTVGG16 网络架构示例

如图 4 所示。
2郾 1郾 1摇 卷积层设计

FTVGG16 卷积神经网络有 13 个卷积层,每个

卷积层中的卷积核尺寸是 3 伊 3,卷积核的移动步

幅为 1 个像素,像素填充为“0冶值填充边界,这样

处理能够使卷积前后图像的尺寸保持不变,尽量

让卷积核感受图像的边缘信息,每个卷积层中的

卷积核数量不固定,卷积核的数量依次为 64、128、
256、512。

图 4摇 FTVGG16 网络架构

Fig. 4摇 Neural network framework of FTVGG16
摇

2郾 1郾 2摇 批规范层设计

FTVGG16 卷积神经网络在训练过程中每层输

入分布一直在改变, 通过在 FTVGG16 网络每个卷

积层后面添加批规范层,使得激活值输出的各个维

度的均值为 0,方差为 1,尺度缩放和平移操作为了

还原最初的输入,批规范化有助于规范化模型,使卷

积神经网络更容易学习到数据的分布规律,计算公

式为

滋B = 1
m 移

m

i = 1
xi (1)

滓B = 1
m - 1 移

m

i = 1
(xi - 滋B) 2 (2)
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x忆i =
xi - 滋B

滓2
B + 着

(3)

yi = 酌x忆i + 茁 = BN酌,茁(xi) (4)
式中摇 xi———第 i 个训练样本

m———批量化数目

滋B———样本均值摇 摇 滓B———样本方差

x忆i———规范化样本

着———误差项

yi———线性映射以后的值

酌、茁———模型学习参数

BN酌,茁(xi)———输出

2郾 1郾 3摇 池化层设计

FTVGG16 卷积神经网络有 5 个池化层,这里使

用最大池化层 max鄄pooling,池化层主要用于减少图

像维度的特征值。 池化层的卷积核尺寸是 2 伊 2,卷
积核的移动步长为 2 像素,像素不填充,图像经过

max鄄pooling 后尺寸会减小到原来的一半。
2郾 1郾 4摇 全连接层设计

FTVGG16 网络的全连接层为 Fc1、 Fc2、 Fc3、
softmax,全连接层输出的神经元个数分别为 4 096、
4 096、1 000、8。 Fc3 全连接层的输出经过 softmax 层

的映射,将实值映射为 0 到 1 之间的数值,即等价于

输出每个类别的概率。
2郾 1郾 5摇 Dropout 层设计

Dropout[22]是指在模型训练过程中,对于神经元

按照一定的概率暂时从网络中丢弃。 对于随机梯度

下降来说,由于是随机丢弃,每批次梯度下降(Batch
gradient descent, BGD ) 都 在 训 练 不 同 的 网 络。
Dropout 在神经网络训练的过程中随机抛弃隐藏层

的神经元,断开神经元的连接,在神经网络反向传播

更新参数时,断开的神经元不参与参数的更新。 该

技术能够有效地防止神经网络过拟合。 分别在全连

接层 Fc1、Fc2 后面加入 Dropout 层,Dropout 参数设

置为 0郾 5,表示有一半的神经元不参与训练。
综上,设计 FTVGG16 卷积层网络参数如表 2 所

示。
2郾 2摇 FTVGG16 网络的优化

2郾 2郾 1摇 FTVGG16 网络参数的优化

FTVGG16 采用 Leaky鄄ReLU[23] 激活函数,它的

随机梯度下降[24] (Stochastic gradient descent,SGD)
收敛速度比 sigmod、tanh 快,因为是线性的,而且只

需要一个阈值就可以得到激活值,不需要进行复杂

的运算。
2郾 2郾 2摇 损失函数优化

由于识别的是多类别鱼类,故使用多类别交叉

熵[25]作为损失函数,其表达式为

表 2摇 FTVGG16 卷积层网络参数

Tab. 2摇 Layers parameters summarization of FTVGG16爷s
convolutional networks

网络层 输出尺寸 参数 通道数

Conv1_1 224 3 伊 3 / 1 64
Conv1_2 224 3 伊 3 / 1 64
BN1 224 0 64
Pool1 112 2 伊 2 / 2 64
Conv2_1 112 3 伊 3 / 1 128
Conv2_2 112 3 伊 3 / 1 128
BN2 112 0 128
Pool2 56 2 伊 2 / 2 128
Conv3_1 56 3 伊 3 / 1 256
Conv3_2 56 3 伊 3 / 1 256
Conv3_3 56 3 伊 3 / 1 256
BN3 56 0 256
Pool3 28 2 伊 2 / 2 512
Conv4_1 28 3 伊 3 / 1 512
Conv4_2 28 3 伊 3 / 1 512
Conv4_3 28 3 伊 3 / 1 512
BN4 28 0 512
Pool4 14 2 伊 2 / 2 512
Conv5_1 14 3 伊 3 / 1 512
Conv5_2 14 3 伊 3 / 1 512
Conv5_3 14 3 伊 3 / 1 512
BN5 14 0 512
Pool5 7 2 伊 2 / 2 512

l = - 1
N 移

i

n
移

j

k
tnk lgynk (5)

式中摇 l———损失函数摇 摇 N———样本总数

tnk———标注的真实值第 n 个样本的第 k 个属

性的值,采用 one鄄hot 编码

ynk———卷积神经网络预测值第 n 个样本的

第 k 个属性的值

防止模型过拟合,在损失函数加上正则化项,最
终的损失函数表达式为

l坩l + 移
i
移

j
琢椰wi,j椰 + (1 - 琢)w2

i,j (6)

式中摇 wi,j———第 i 层神经元与第 j 层神经元全连接

权重

琢———调节因子摇 摇 坩———赋值操作

2郾 3摇 FTVGG16 网络模型的训练过程

FTVGG16 卷 积 神 经 网 络 采 用 Adam[26]

(Adaptive moment estimation) 优化算法进行训练。
Adam 利用梯度的一阶矩估计和二阶矩估计动态调

整每个参数的学习率,模型训练过程如图 5 所示。
系统训练过程步骤如下:
(1)利用 Keras 框架中的生成器函数,设置批尺

寸 batch_size 为 32,通过数据流的形式,从训练样本

中每次提取 32 个样本参与训练, 初始学习率
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图 5摇 FTVGG16 训练流程图

Fig. 5摇 Training flow chart of FTVGG16
摇

learning _ rate 设置为 0郾 000 01,步长 step 设置为

0郾 001,训练总轮数 epoch 设置为 50,每次通过生成

器从内存中取出 batch_size 个样本参与一次梯度下

降的参数更新,交叉熵损失函数 l 中的调节因子设

置为 0郾 4,模型训练参数值如表 3 所示。

表 3摇 FTVGG16 模型训练参数

Tab. 3摇 FTVGG16 model training parameters values

摇 摇 参数 数值

轮数 50
批尺寸 32
步长 0郾 001
学习率 0郾 000 01
指数衰减率 茁1、茁2 0郾 9、0郾 999
除零误差项 1 伊 10 - 8

摇 摇 (2)在训练集上进行训练,并且在验证集上获

取测试结果。 模型训练使用了“早停冶技术[27] 防止

过拟合,随着迭代轮数的增加,如果发现验证误差上

升,则停止训练,将停止之后的权重作为模型的最终

参数。
(3)神经网络通过前向传播得到预测值,计算

预测值和实际值误差,如果误差满足系统所设阈值,
终止训练迭代;否则继续进行训练,直至达到系统设

置训练轮数上限,停止训练。
(4)返回步骤(1),循环训练。

3摇 测试结果与分析

3郾 1摇 FTVGG16 识别结果分析

FTVGG16 模型经过 24 轮训练,在训练集上的

准确 率 为 99郾 43% , 在 验 证 集 上 的 准 确 率 为

95郾 89% ,模型训练到第 30 轮时,训练集上的误差几

乎降至零,验证集上的误差也接近 0郾 2,说明设计的

网络结构和优化算法可以使模型快速收敛,从而达

到较高的准确率和较低的误差。 此外,模型在验证

集上的误差没有上升,说明设计的 FTVGG16 模型没

有出现过拟合,能够较优进行图像识别,FTVGG16
模型在训练集和验证集上的准确率、误差如图 6 所

示。 FTVGG16 模型在训练集、验证集上的测试结果

如表 4 所示。 测试结果包括模型的准确率、误差、训
练轮数和每轮训练时间。

图 6摇 FTVGG16 在训练集和验证集上训练的

准确率和误差

Fig. 6摇 Accuracy and error of FTVGG16 on training
set and validation set

摇
表 4摇 FTVGG16 模型在训练集、验证集上的测试结果

Tab. 4摇 FTVGG16 model test results on training set
and validation set

数据集
准确率 /

%
误差

训练

轮数

每轮训练

时间 / s
训练集 99郾 43 0郾 034 6 24 99郾 40
验证集 95郾 89 0郾 147 2 24 99郾 40

3郾 2摇 FTVGG16 与其他模型对比

为了验证 FTVGG16 模型的识别效果,对比了其

他卷积神经网络模型。 对比方法均采用 5 折交叉验

证法,比较的预测结果为 5 次预测结果取平均。 不

同模型(FTVGG16、VGG16、VGG19、ResNet50)在训

练集、验证集上的测试结果如表 5 所示。 结果表明:
FTVGG16 模型在训练集上的准确率为 99郾 43% ,误
差为 0郾 034 6;在验证集上的准确率为 95郾 89% ,误差

为 0郾 147 2,在训练集和验证集上的平均准确率为

97郾 66% ,明显高于其他模型的准确率。
3郾 3摇 FTVGG16 卷积神经网络可视化分析

3郾 3郾 1摇 FTVGG16 卷积神经网络特征图可视化

卷积神经网络中的卷积操作能够有效提取图像

的特征[28] ,如图 7 所示。不同卷积层输出的特征由
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表 5摇 不同模型在训练集、验证集上的测试结果

Tab. 5摇 Test results of different models on training set
and validation set

数据集 模型
准确率 /

%
误差

训练

轮数

每轮训练

时间 / s
FTVGG16 99郾 43 0郾 034 6 24 99郾 40

训练集
VGG16 97郾 45 0郾 075 3 24 58郾 40
VGG19 98郾 10 0郾 061 4 24 58郾 80
ResNet50 99郾 28 0郾 036 7 24 59郾 60
FTVGG16 95郾 89 0郾 147 2 24 99郾 40

验证集
VGG16 95郾 03 0郾 231 7 24 58郾 40
VGG19 94郾 61 0郾 234 7 24 58郾 40
ResNet50 95郾 27 0郾 186 5 24 59郾 60

具体到抽象,Conv1_2 和 Conv2_2 层的激活值输出

仍保留大部分原始图像信息,靠后的 Conv3 _3、
Conv4_3 层输出更多地表达图像的线条、轮廓等抽

摇 摇

象特征,最后的 Conv5_3 仅仅保留了图像的高阶像

素信息。 通过可视化卷积层的输出,有助于理解卷

积神经网络的工作原理,从而更好地改善模型性能。
3郾 3郾 2摇 FTVGG16 卷积神经网络卷积核特征可视化

卷积神经网络中的卷积核可以提取图像不同层

次的特征,如图 8 所示。 Conv1_2 层中的卷积核可

以提取图像像素特征,Conv2_2 层中的卷积核可以

提取图像的边缘特征,这种边缘特征经过组合可以

很好地描述图像的边、角、线条、轮廓特征,靠后的

Conv3_3、Conv4_3 层中的卷积核更多地提取图像的

纹理特征,最后的 Conv5_1、Conv5_2 中的卷积核通

过组合靠前的卷积核提取的特征,重构出图像的形

状特征。 通过可视化卷积核的输出,可以更好地研

究卷积核如何从图像中提取各个层次的抽象特征,
进而更好地理解卷积神经网络的工作原理。

图 7摇 FTVGG16 部分卷积层输出可视化

Fig. 7摇 FTVGG16 partial convolution layers output visualization
摇

图 8摇 FTVGG16 部分卷积核输出可视化

Fig. 8摇 FTVGG16 partial convolution kernels output visualization
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3郾 4摇 FTVGG16卷积神经网络在Web中的部署应用

本文使用 Python 语言编写的轻量级 Web 应用

框架 Flask[29],将训练的深度学习模型 FTVGG16 迁

移到实际生产环境,Flask 集成了 WSGI(服务器网

关接口),为 Python 应用程序或框架和 Web 服务器

之间提供接口,同时 Flask 也集成了 Jinja2 模板引

擎,能够快速搭建一个基于 Web 的应用。 Fish
identify 鱼类识别系统在部分图像上的测试结果如

图 9 所示,Fish identify 的鱼类平均识别精度达到了

98%以上,表明系统能够满足实际使用的要求。

图 9摇 鱼类图像的识别示例

Fig. 9摇 Illustration of fish image recognition
摇

摇 摇

4摇 结论

(1)从深度学习的角度,探讨了卷积神经网络

在鱼类识别中的应用,通过分析已有的 VGG16 卷积

神经网络模型良好的图像特征提取能力,设计了

FTVGG16 卷积神经网络。 FTVGG16 卷积神经网络

由卷积层、批规范层、池化层、Dropout 层、全连接层,
softmax 层组成,采用带有约束的正则权重项作为模

型的损失函数,并使用 Adam 优化算法对模型的参

数进行更新。 FTVGG16 网络在很大程度上能够克

服训练的过拟合,收敛速度明显加快,训练时间明显

减少,针对鱼类目标很小、背景干扰很强的图像,
FTVGG16 模型平均准确率为 97郾 66% ,对部分鱼的

平均识别准确率达到了 99郾 43% ,模型具有较高的

识别精度和鲁棒性。
(2)虽然 FTVGG16 模型在识别精度上达到了

预期的效果,但是,实际运算过程中需要保存层与层

之间的连接权重,会造成内存的负担,增大了计算成

本,限制了系统响应。 可以进一步从深度模型压缩

加速方面进行改进,主要从模型参数修剪和共享、低
秩分解、迁移 /压缩卷积滤波器和知识精炼[30] 方面

压缩模型,进而训练一个更加紧凑的神经网络,以再

现大型网络的输出结果。
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